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Колоризация эскизов на основе генеративно-состязательных  
нейронных сетей

О.В. Бартеньев, Э.Р. Салахутдинов

Автоматическую колоризацию эскизов персонажей успешно выполняют генеративно-состязательные нейронные сети (GAN). Со-
вершенствование подобных моделей может идти по таким направлениям, как повышение производительности и качества колори-
зации, снижение размера модели. 
Предприняты шаги по повышению качества колоризации. На основании обзора известных решений создана и обучена начальная 
модель GAN, в кодере и декодере генератора которой по восемь блоков. Вторая модель GAN получена на основе первой в ре-
зультате включения в блоки кодера генератора остаточных блоков и одновременного использования в декодере генератора блоков 
внимания и остаточных блоков. Третья модель GAN спроектирована на основе второй: в кодер и декодер генератора добавлено 
по одному блоку. Все модели, начальная и модифицированные, обучены на одном и том же наборе данных. Модели обучены либо 
с предоставлением дополнительной информации о цвете изображения (цветовой палитре эталонного изображения или цветовых 
метках-подсказках), либо без нее. Обученные модели оценены по качеству генерируемых ими изображений (раскрашенных эски-
зов), определяемому по метрике Frechet Inception Distance. Все модифицированные модели GAN генерируют более качественные 
изображения, чем начальная модель.
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Sketch Colorization Based on Generative-Adversarial Neural Networks

O.V. Bartenyev, E.R. Salakhutdinov

Generative adversarial neural networks (GAN) successfully perform automatic colorization of character sketches. Such models can be further 
improved in such aspects as increasing the throughput, improving the colorization quality, and reducing the model size. Steps aimed at 
improving the colorization quality are taken. Known solutions are reviewed, and an initial GAN model with eight blocks in the generator 
encoder and decoder is developed and trained based on the review results. The second GAN model is obtained on the basis of the first one by 
including residual blocks in the generator encoder blocks with simultaneously using the attention blocks and residual blocks in the generator 
decoder. The third GAN model has been developed based on the second one: one block is added to the generator encoder and decoder. All 
models, including the initial and modified ones, have been trained on the same data set. The models have been trained either with or without 
using additional information about the image color (the color palette of the reference image or color hint labels). The trained models are 
evaluated with respect to the quality of the images they generate (colored sketches), determined by the Frechet Inception Distance metric. All 
modified GAN models generate images with quality superior to that of the initial model.
Key words: sketch colorization, generative adversarial neural networks, deep learning.
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Введение

Задача преобразования черно-белого изображения 
в цветное, или его колоризация, встречается во многих 
сферах деятельности, например, при создании новых 
и реставрации старых кинофильмов, разработке ме-
дицинских и геологических атласов или проектиро-
вании одежды [1, 2]. Нередко изображение создается 
в два этапа. На первом рисуется эскиз, на втором — 
выполняется его колоризация. Число эскизов, под-
лежащих колоризации, весьма значительно. Так, для 
10-минутного мультипликационного фильма требуется  
15 — 18 тыс. цветных рисунков (из расчета 25 — 30  
кадров в секунду). Автоматизация колоризации эски-
зов ведет к снижению стоимости мультфильма и вре-
мени его создания. Результат, разумеется, должен от-
вечать замыслу художника.

Дизайнеры (художники) нередко колоризируют 
эскизы при помощи специализированных программных 
средств, например, Adobe Photoshop. Данный способ, 
хотя и содержит некоторые элементы автоматизации, но 
все же весьма трудоемок и предполагает высокий уро-
вень освоения используемого программного средства. 
В последние годы появляются решения, основанные на 
нейросетевом моделировании, позволяющие частично 
или полностью автоматизировать процесс колоризации 
эскизов. В качестве нейронных сетей (НС), выполняю-
щих колоризацию, используются модели на основе ар-
хитектуры кодер–декодер, причем более качественно 
эту работу выполняют генеративно-состязательные НС 
(GAN — Generative Adversarial Networks).

Важной характеристикой выполняющей колориза-
цию НС является качество получаемого на ее выходе 
изображения. Цель настоящей работы — повышение 
качества колоризации, осуществляемой НС на основе 
GAN. Она достигается за счет одновременного исполь-
зования в генераторе изображений блоков внимания и 
остаточных блоков, а также предоставления генерато-
ру дополнительной информации о цветовых характе-
ристиках изображения обучающего множества.

Программирование ведется на Python с привлече-
нием библиотеки PyTorch.

Используемые обозначения и сокращения

При описании НС использованы следующие обо-
значения слоев и сокращения:

BN — BatchNormalization (слой пакетной нормали-
зации);

Conv — Conv2D (сверточный слой);
ConvT — Conv2DTranspose (слой транспонирован-

ной свертки);
DR — Dropout (слой прореживания);
LReLU — LeakyReLU (функция активации);
GN — GroupNormalization (слой групповой норма-

лизации);
MP — MaxPooling2D (слой подвыборки по макси-

муму).
НС — нейронная сеть;
БВ — блок внимания;
ОБ — остаточный блок;
ФП — функция потерь;
GAN — генеративно-состязательная НС (Generative 

Adversarial Networks).

Аналогичные работы

Во всех цитируемых публикациях в НС для ко-
лоризации используются GAN. Модели отличаются 
архитектурой и функциями потерь. Все генераторы 
выполнены на основе модели кодер–декодер. Автома-
тически раскрашенные изображения сравниваются с 
эталонными (взятыми из набора данных) с помощью 
различных метрик: Frechet Inception Distance (FID), 
Mean Opinion Score (MOS), Peak Signal-To-Noise Ratio 
(PSNR), Structural Similarity Index (SSIM), Feature 
Similarity Index (FSIM и FSIMc), Light-Sensitivity (LS) и 
Color Coded Local Binary Patterns (CCLBP).

В [3] генератор (U-net [4]) — НС, содержащая ко-
дер–декодер. Архитектура U-net — многоуровневая, на 
каждом уровне объединяются соответствующие блоки 
кодера и декодера (рис. 1).

Кодер понижает разрешение карты признаков с це-
лью выделения значимых признаков входного изобра-
жения, декодер, наоборот, повышает разрешение карты 

Рис. 1. Схема функционирования генератора U-net
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признаков и, в конечном итоге, воспроизводит по за-
данному эскизу колоризованное изображение.

В [3] и кодер, и декодер генератора содержат по 8 
блоков. Слои блока кодера: Conv-BN-ReLU. Слои бло-
ка декодера: ConvT-BN-ReLU. Дискриминатор состоит 
из шести слоев Conv. Потери генератора — взвешенная 
сумма четырех функций потерь (ФП): Pixel Level Loss, 
Feature Loss, Total Variation и Binary Cross Entropy.  
ФП дискриминатора — Binary Cross Entropy. Оценка 
качества сгенерированных изображений выполняется 
экспертами по шкале «нравится» — «не нравится».

В [5] генератор имеет архитектуру U-net. Кодер со-
стоит из пяти блоков со слоями Conv-Poolling в каж-
дом. Декодер использует 4 блока ResNeXt [6] и блок с 
двумя слоями Conv. ResNeXt формируется из остаточ-
ных блоков (ОБ), которые, согласно [7], предотвраща-
ют рост потерь, наблюдаемый при увеличении глуби-
ны НС. На вход первого блока кодера подается эскиз, 
а на вход третьего — маска с цветовыми метками-под-
сказками. Дискриминатор состоит из трех слоев Conv 
и шести блоков ResNetXt. В генераторе и дискримина-
торе потери вычисляются как взвешенная сумма двух 
ФП: Content и Adversarial — в генераторе и Wasserstein 
и Penalty — в дискриминаторе. Применяемые метрики: 
FID (57.06) и MOS (3.186). MOS — средняя оценка ка-
чества сгенерированных изображений, проставляемая 
экспертами по 5-балльной шкале.

Особенностью НС, описанной в [8], является при-
менение ОБ со слоем Swish (SGB — Swish-gated 
Residual Block, рис. 2).

С помощью SGB на основе U-net в [8] создается 
12-блочный генератор (по 6 блоков в кодере и деко-
дере). В дискриминаторе 7 слоев: Conv-Conv-Conv-
Conv-MP-Conv-MP. Потери на выходе генератора —  
взвешенная сумма ФП Per-pixel и Perceptual. ФП дискри-
минатора — Cross Entropy. Применяемые метрики: FID 
(106.55), PSNR (19.127), SSIM (0.84499), FSIM (0.873481) 
и FSIMc (0.857569). Согласно [8], НС с SGB обучаются 
быстрее, чем НС с традиционным ОБ (см. рис. 2).

В [9] выполнена модификация НС, представленной 
в [8]. Помимо эскиза, поступающего на вход генерато-
ра, дополнительно генератор принимает маску с цвето-

выми метками. ФП генератора — аддитивная с компо-
нентами Perceptual и Huber, ФП дискриминатора та же, 
что и в [6]. Оценка качества колоризации выполняется 
по метрике MOS.

В [10] генератор имеет архитектуру U-net с ОБ, и ко-
дер, и декодер имеют по 10 слоев соответственно Conv 
и ConvT. При обучении на вход кодера подается эскиз, а 
на вход декодера — информация о цвете колоризованно-
го эскиза (эталонного изображнения). Для ее получения 
применена НС VGG19, предобученная для классифика-
ции изображений. Дискриминатор используемой в [10] 
GAN состоит из пяти слоев Conv. Взамен известных 
предложены и употреблены собственные ФП. Оценки 
качества генерируемых изображений не приводятся.

В [11] генератор обладает 16-ю блоками, а дискри-
минатор — 5-ю со следующей архитектурой: Conv-BN-
ReLU-Pooling. В дискриминаторе в качестве ФП ис-
пользуется Cross Entropy, а в генераторе — взвешенная 
сумма Cross Entropy и потерь, определяемых как рас-
стояния между истинным и сгенерированным изобра-
жениями, вычисленные по метрикам L1 и L2. По этим 
метрикам отдельно вычисляют потери для цветных 
изображений и тех же изображений в оттенках серого 
цвета, что позволяет преодолевать такие проблемы, как 
растекание цвета по областям, отсутствие цвета и его 
низкую насыщенность. Оценка качества колоризации 
выполняется по метрикам LS (–0.262) и CCLBP (2.613).

Во всех рассмотренных моделях дискриминатор 
создан на основе сверточных слоев, а генератор — на 
базе U-net с различными реализациями ОБ. Исключе-
ние составляет модель [3], спроектированная на осно-
ве U-net без ОБ.

Архитектуру U-net применяют и в других задачах 
машинной обработки изображений. Так, в [12] U-net 
обучается решать задачу сегментации — выделять 
контуры поджелудочной железы на изображении, по-
лученном в результате компьютерной томографии. 
При этом исследуются модификации модели с блока-
ми внимания (БВ) и без них. Эксперименты, выполнен-
ные в [12], показывают, что включение в U-net БВ в 
среднем повышает точность сегментации по метрике 
DSC на 2...3%.

Рис. 2. Традиционный ОБ, слой Swish и SGB [8]
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В [13] описан опыт одновременного употребления 
ОБ и БВ: добавление в модель НС обоих блоков обес-
печивает повышение качества классификации изобра-
жений набора данных CIFAR-100 на 2,6% по сравне-
нию с моделью, использующей только ОБ.

Выполненный обзор позволяет наметить следую-
щие шаги по созданию GAN, не уступающей, а воз-
можно, и превосходящей описанные выше аналоги по 
качеству колоризации:

● конструировать НС на основе U-net с использо-
ванием ОБ;

● добавить в U-net БВ, предполагая повысить за 
счет этого точность выделения контуров изображения 
(эскиза);

● снабжать НС при ее обучении дополнительной 
информацией о цвете изображения.

Следует отметить, что сравнение приведенных мо-
делей по показателю «качество колоризации» практи-
чески невозможно, поскольку в рассмотренных рабо-
тах, во-первых, для оценки качества берутся разные 
метрики и, во-вторых, обучение и тестирование про-
ходят на разных наборах данных.

Управление цветом выходного изображения

На этапе обучения НС на вход дискриминатора по-
даются сгенерированное и реальное (эталонное) изо-
бражения из обучающего множества. Размер изображе- 
ний — 512×512 пикселей. В программе изображения 
представляются в виде тензоров размера (batch, 3, 512, 
512), где batch — число изображений в обучающем па-
кете; 3 — число компонентов цвета (используется систе-
ма RGB). При этом возможны три варианта организации 
входных данных, поступающих на вход генератора.

Вариант 1.
На вход генератора поступает только эскиз [3, 5, 8, 

14]. Преимущество заключается в полной автоматиза-
ции процесса колоризации, недостаток — в отсутствии 
возможности управления изображением.

Вариант 2.
Вместе с эскизом на вход генератора подается цве-

товая палитра из заданного числа цветов, извлекаемая 
из эталонного изображения [10, 15, 16]. В настоящей 
работе палитра включает 9 цветов и извлекается из 
эталонного изображения с помощью метода k-means 
Clustering. Каждый экземпляр палитры — монохром-
ное изображение такого же размера, как и эталонное. 
На вход генератора подается тензор размера (1, 30, 512, 
512) — результат конкатенации по 1-у измерению эта-
лонного изображения и 9-и экземплярам цветовой па-
литры. Генератор порождает цветное изображение на 
основании эскиза с учетом заданной палитры.

Преимуществом такого подхода является возмож-
ность управления цветовым стилем генерируемого 
изображения. При генерации изображения, выполняе-
мой обученной НС, цветовая палитра может быть зада-
на по усмотрению дизайнера или извлечена из другого 

эталонного изображения. Недостаток данного вариан-
та — невозможность локализовать область, к которой 
следует применить определенный цвет.

Вариант 3.
Использование цветовых меток-подсказок [5, 9, 11].  

Генератор получает на вход эскиз с наложенной на 
него маской с цветовыми метками. Маска — белое 
изображение размера 512×512 с неотображаемой сет-
кой с заданным числом узлов (в работе — 40). В узле 
сетки может быть расположена метка 10×10 пикселей, 
цвет которой определяется цветом квадрата с такими 
же, как и у метки, координатами на эталонном изобра-
жении. При обучении GAN используемые узлы сетки 
выбираются случайным образом, после чего формиру-
ется маска с цветовыми метками-подсказками, накла-
дываемая на эскиз. Таким образом, модель порождает 
цветное изображение с учетом цветовых меток.

При генерации изображения, выполняемой обучен-
ной НС, маска может быть задана уже не случайно, а 
по усмотрению дизайнера, что позволяет локализовать 
области, к которым необходимо применить определен-
ный цвет.

Решаемые задачи

Цель работы — повышение качества колоризации 
эскизов, выполняемой GAN. Качество генерируемо-
го GAN изображения оценивается по метрике Frechet 
Inception Distance (FID).

Созданы, обучены и протестированы следующие 
три модели GAN:

Модель 1 — аналогична модели, описанной в [3].
Модель 2.1 — модификация модели 1, в декодер гене-

ратора добавлены остаточные блоки и блоки внимания.
Модель 2.2 — модификация модели 2.1, глубина ге-

нератора на один блок больше, чем в модели 2.1.
Обучение и тестирование моделей велось с исполь-

зованием всех рассмотренных вариантов управления 
цветом генерируемого изображения (каждая модель 
обучалась трижды). Все обученные 9 моделей про-
тестированы на проверочном множестве. Результаты 
тестирования — усредненные оценки качества генери-
руемых изображений по метрике FID. Сравнение ре-
зультатов позволило сделать вывод об эффективности 
выполненных модификаций.

Набор данных

В качестве источника данных для обучения и те-
стирования GAN взят набор данных Anime Sketch 
Colorization Pair [18], содержащий 17 769 изображений 
размером 1024×512 пикселей. Каждое изображение со-
стоит из эскиза и цветного рисунка (рис. 3).

С целью повышения производительности каждое 
изображение поделено на два (эскиз и цветное изобра-
жение), размер каждой части — 512×512 пикселей. На-
бор данных разбит на обучающее и проверочное мно-
жества, содержащие 90 и 10% изображений.
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Используемые архитектуры GAN

Создаваемые в работе GAN различаются генерато-
рами. Дискриминаторы во всех моделях одинаковы. 
При описании моделей НС введены обозначения слоев 
с указанием их параметров. Так, Conv(xi, 3×3) обозна-
чает сверточный слой с числом выходных каналов xi и 
размером окна свертки 3; MP(2×2) — слой подвыборки 
с размерами окна и шага 2; DR(0.5) — слой прорежива-
ния с коэффициентом 0,5; Linear(out) — линейный слой 
с размером выхода out, например, Linear(512).

На вход дискриминатора подаются эскиз и цвет-
ное изображение, которое берется либо из обучаю-
щего множества, либо с выхода генератора. Задача 
дискриминатора — классифицировать входную пару 
изображений как истинную или ложную. Пара изо-
бражений помечается True, если цветное изображение 
пришло из обучающего множества, или False — в про-
тивном случае. Во всех моделях дискриминатор — 
сверточная НС, состоящая из шести блоков. Каждый 
содержит следующие слои: Conv(xi, 3×3)-BN-ReLU-
MP(2×2)-DR(0.5)-Linear(512)-BN-DR(0.5)-Linear(1),  
xi = (64, 128, 256, 512, 512, 512), где i — номер блока.

В каждой создаваемой GAN генератор имеет архи-
тектуру U-net. На вход генератора подается эскиз, на 
выходе генератора порождается RGB-изображение. 
Размеры входного и выходного изображений одинако-
вы — 512×512 пикселей. Созданные GAN обучаются 
с использованием всех вариантов управления цветом 
изображения.

В модели 1 (начальной) генератор, построенный 
по аналогии с [3], включает кодер и декодер из восьми 
блоков каждый.

Составы i-го блоков кодера и декодера:
Conv(xi, 3×3)-BN-LReLU, xi = (64, 128, 256, 512, 512, 

512, 512, 512).
ConvT(xi, 3×3)-BN-DR(0.5)-LReLU, xi = (512, 512, 

512, 512, 256, 128, 64, 3).
В моделях 2.1 и 2.2 генератор конструируется с при-

менением ОБ в кодере и БВ с ОБ в декодере. В моде-
ли 2.1 и кодер, и декодер генератора имеют по восемь 
блоков, в модели 2.2 — по девять. Блок кодера — ОБ, 
архитектура которого показана на рис. 4.

Число выходных каналов в сверточных слоях i-го 
ОБ в модели 2.1: xi = (64, 128, 256, 512, 512, 512, 512, 
512), в модели 2.2 добавляется ОБ с Conv(512, 3×3). 
Данные, поступающие на узел ⊕, суммируются.

В моделях 2.1 и 2.2, следуя рекомендациям, при-
веденным в [19], вместо слоя пакетной нормализации 
BN, употребленного в модели 1, взят слой групповой 
нормализации GN.

Блок декодера содержит и ОБ, и БВ (рис. 5).
Архитектура ОБ декодера такая же, как и ОБ кодера 

(см. рис. 4), архитектура БВ заимствована из [12] (рис. 6).
Число выходных каналов в сверточных слоях ОБ и БВ 

декодера в моделях 2.1 и 2.2: xi = (512, 512, 512, 512, 256, 
128, 64, 3); xi  = (512, 512, 512, 512, 512, 256, 128, 64, 3).

Вычисление потерь

Корректировка весов созданных моделей НС про-
ходит в процессе их обучения в результате обратного 
распространения ошибки, вычисляемой как взвешен-
ная сумма четырех функцией потерь [3]:
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Рис. 3. Пример изображения из набора данных

Рис. 4. Архитектура остаточного блока
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где ci — весовые коэффициенты, c1 = 1; c2 = 100; c3 = 
0,01; c4 = 0,0001 [3]; x, y — истинное (эталонное) и сге-
нерированное изображения; компоненты Loss — функ-
ции, оценивающие различие между x и y (BCE, PLL и 
FLL) и непрерывность цветовой гаммы y (TVL). В обу-
чаемых НС x и y — тензоры размера (batch, 3, 512, 512), 
где batch — число изображений в обучающем пакете, 
3 — число компонентов цвета, 512 — высота (ширина) 
изображения в пикселях.

Примененные функции потерь:
BCE — бинарная перекрестная энтропия (Binary 

Cross Entropy), стандартная функция библиотеки 
PyTorch; PLL — усредненная попиксельная разница 
между x и y (Pixel Level Loss), PLL = mean(abs(x – y)); 
TVL — оценка непрерывности цветовой гаммы (Total 
Variation Loss) сгенерированного изображения,

� � � �� �� ��
� � � �� �� ��
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Первое слагаемое TVL — оценка непрерывности 
цветовой гаммы по вертикали, второе — по горизонта-
ли изображения. Вычисление первого слагаемого TVL 
проиллюстрируем следующим примером (для нагляд-
ности взят тензор с думя измерениями):

import torch
x = torch.rand(4, 4) # Создаем тензор размера (4, 4)
# tensor([[0.2581, 0.3784, 0.3709, 0.7966],
#             [0.4987, 0.1052, 0.4198, 0.4515],
#             [0.1869, 0.0538, 0.1612, 0.0352],
#             [0.9333, 0.7381, 0.6737, 0.9039]])
x1 = x[1:, :] # Тензор без первой строки
# tensor([[0.4987, 0.1052, 0.4198, 0.4515],
#             [0.1869, 0.0538, 0.1612, 0.0352],

#             [0.9333, 0.7381, 0.6737, 0.9039]])
x2 = x[:-1, :] # Тензор без последней строки
# tensor([[0.2581, 0.3784, 0.3709, 0.7966],
#             [0.4987, 0.1052, 0.4198, 0.4515],
#             [0.1869, 0.0538, 0.1612, 0.0352]])
tvl_1 = torch.sqrt(torch.sum(torch.square(x1 – x2)))
print(tvl_1) # tensor(1.6238)

FLL — оценка различия между выделенными при-
знаками изображений x и y:

FLL = mean(sqrt(sum(square(fx – fy)))),

где fx, fy — признаки изображений x и y, выделенные 
НС VGG16, предобученной для классификации изо-
бражений (доступ к VGG16 обеспечивает PyTorch).

Использованные для вычисления потерь функции 
abs, mean, sqrt, square и sum возвращают абсолютную 
величину, среднее значение, квадратный корень, квад-
рат и сумму компонентов своего аргумента. В случае 
BCE, PLL и TVL аргументом является тензор размера 
(batch, 3, 512, 512), в случае FLL — тензор размера 
(batch, 3, 224, 224).

Примеры генерируемых изображений

Приведем примеры изображений, сгенерированных 
моделями 1 и 2.1, обученными с применением различ-
ных вариантов управления цветом изображения.

На рисунке 7 даны эскиз и изображение, созданное 
генератором модели 1 (использован первый вариант 
управления цветом).

На рисунке 8 представлен результат работы гене-
ратора модели 2.1, обученного по второму варианту 
управления цветом. При генерации использована цве-
товая палитра, извлеченная из левого изображения.
Слева направо следующие изображения: источник цве-
товой палитры, эскиз и сгенерированное.

На рисунке 9 изображены эскиз с метками и резуль-
тат работы генератора модели 2.1, обученного по вари-
анту 3 управления цветом порождаемого изображения. 
Метки-подсказки расставлены на эскизе дизайнером.

Оценка качества генерируемых изображений

Оценка качества генерируемых изображений вы-
полнена по метрике Frechet Inception Distance (FID) 
[20], характеризующей различие (расстояние) между 
двумя изображениями.

Рис. 5. Архитектура блока декодера

Рис. 6. Архитектура блока внимания
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При ее вычислении между изображениями x и y изо-
бражение рассматривается как двумерное гауссовское 
распределение со средним μ и матрицей ковариации Σ:
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где tr — сумма диагональных элементов результата.
Все модели GAN обучены трижды: использованы 

все варианты управления цветом изображения. Обуче-

Рис. 7. Колоризация, выполненная генератором модели 1

Рис. 8. Перенос цветового стиля эталонного изображения

Рис. 9. Колоризация с заданием меток-подсказок

ние велось на 100 эпохах с применением оптимизато-
ра Adam. При тестировании обученной модели взяты 
эскиз и соответствующее ему цветное (эталонное) изо-
бражение проверочного множества (см. рис. 3). Эскиз 
подается на вход генератора. Модель генерирует изо-
бражение (раскрашенный эскиз), после чего вычисля-
ется FID между созданным генератором и эталонным 
изображениями. Процедура выполняется для всех изо-
бражений проверочного множества. Полученные зна-
чения FID усредняются (таблица).
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Оценки качества колоризации по метрике FID

Модель
Варианты управления цветом

1 2 3
1 112,63 103,58 99,09

2.1 98,29 89,20 83,44
2.2 96,41 84,28 79,86

Рост качества колоризации
FID1/FID2.1 1,146 1,161 1,188
FID1/FID2.2 1,168 1,229 1,241
FID2.1/FID2.2 1,020 1,058 1,045

Сопоставление результатов тестирования моделей 
позволяет сделать вывод о продуктивности идеи по-
строения генератора на основе U-net с применением 
ОБ в кодере и БВ с ОБ в декодере. Увеличение глубины 
генератора на один блок также дает рост качества ко-
лоризации, правда незначительный. Визуально изобра-
жения, сгенерированные моделями 2.1 и 2.2 по одному 
и тому же эскизу, малоразличимы.

Заключение

Анализ задачи колоризации эскизов и методов ее 
решения, а также методов решения иных задач машин-
ной обработки изображений (классификации и сегмен-
тации) позволил выбрать для построения генератора 
GAN архитектуру U-net и наметить (а затем предпри-
нять) шаги по улучшению качества генерируемых изо-
бражений, связанные с модификацией архитектуры ге-
нератора и предоставлением НС на этапе ее обучения 
дополнительной информации о цветовых характери-
стиках изображения.

В качестве начальной модели генератора (модель 1)  
взята U-net без ОБ и БВ. Модель 2 получена из моде-
ли 1 в результате применения в блоках кодера ОБ, а в 
блоках декодера и ОБ, и БВ. Модель 3 образована в 
результате увеличения глубины генератора модели 2  

на один блок. Дополнительная информация о цвете 
изображения формируется либо как палитра цветов, 
либо в виде маски с цветовыми метками. Все модели 
обучены с применением трех вариантов управления 
цветом выходного изображения. Параметры обучения 
моделей одинаковы. Сравнение качества изображений  
(см. табл), генерируемых моделями, позволяет сделать 
вывод о продуктивности принятых решений, что, в 
свою очередь, помогает наметить шаги по повышению 
качества результата: 

● использование БВ не только в декодере, но и в ко-
дере; 

● применение смешанного варианта управления 
цветом выходного изображения — одновременного 
употребления на этапе обучения цветовой палитры и 
цветовых меток в качестве дополнительных сведений 
о цвете эталонного изображения.

GAN, способные раскрашивать эскизы, мож-
но включить в процесс автоматизации изготовления 
разного рода продукции, например, автоматическо-
го создания мультипликационного фильма на основе 
сценария и библиотеки эскизов. Также подобные НС 
способны быть частью автоматического художника, 
генерирующего на первом этапе эскизы, колоризируе-
мые затем одной из представленных GAN.
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